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　　摘　要：　命名实体识别与共指消解均依赖于对实体相邻文本信息的学习，本文提出一种基于混合神经网络的命
名实体识别与共指消解联合模型，共用双向长短时记忆模型ＬＳＴＭ编码层对输入序列中每个词前后方向上下文信息
进行编码，并通过训练学习得到上下文信息传递到前馈神经网络ＦＦＮＮ模型以提高共指消解精度，通过将领域文档及
篇章语义向量加入ＦＦＮＮ，改进共指消解算法并优化共指消解模型．基于领域文本数据集进行联合模型训练，实验结
果表明该联合模型可以有效地提高共指消解精度．
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１　引言
　　命名实体识别和共指消解是知识抽取研究的重要
问题，在自然语言处理和知识图谱构建中起着重要作

用．命名实体识别是指从文本数据集中自动识别出命
名实体指称项的过程，共指消解实现将抽取出的多个

指称项对应于同一个实体对象．二者既可独立，也存在
关联关系．

采用联合模型解决命名实体识别和共指消解成为

一种提高共指消解能力的新研究思路，联合模型可以

实现命名实体识别和共指消解有效关联，充分利用命

名实体识别过程信息提高共指消解能力［１］．ＰａｓｃａｌＤｅｎｉｓ
等［２］提出了采用 ＩＬＰ方法对共指消解和实体分类建立
联合模型作为全局推理问题进行研究；ＧａｎｇＬｕｏ等［３］

提出命名实体识别和链接联合方法，获取命名实体识

别和实体链接之间相互依赖性，利用一项任务信息提
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高另一项任务能力．现有联合模型大多基于特征或者
知识库进行命名实体识别和链接，需要依靠复杂的人

工特征建模工程，易引起错误蔓延．为减少对人工建模
的依赖，相关研究在 ＰＯＳ、ＮＥＲ等序列标记任务中提出
了采用ＲＮＮ、ＬｏｎｇＳｈｏｒｔＴｅｒｍＭｅｍｏｒｙ（ＬＳＴＭ）等模型学
习自然语言文本上下文信息的深层网络模型方法［３］；

在共指消解任务研究中提出了端到端深层网络模型［４］．
基于以上分析及实际工程需求，本文提出一种基

于混合神经网络的命名实体识别与共指消解联合模

型，命名实体识别和共指消解共用一个双向ＬＳＴＭ编码
层，该编码层对输入序列中每个词的前后方向上下文

信息进行编码．命名实体识别的解码层对每个实体标
签进行独立预测，双向ＬＳＴＭ将命名实体识别编码层训
练学习得到的上下文信息传递到共指消解解码层，共

指消解解码层通过ＦＦＮＮ网络模型生成 ｍｅｎｔｉｏｎｐａｉｒ分
布式表示及其共指评分，通过全部共指评分条件概率

分布获取最优的共指关系进行共指消解．本文提出的
联合模型基于领域自然语言文本数据集进行了训练和

测试，实验结果证实该联合模型可以有效提升共指消

解能力．

２　相关工作
　　命名实体识别和共指消解是自然语言文本知识库
和知识图谱构建研究中的重要内容，有助于自然语言

处理有关应用的研究，存在两种不同研究架构：流水线

方法和联合学习方法．流水线方法将命名实体识别和
共指消解作为两个独立的任务顺序进行，过去几年相

关研究较多采用该方法，例如命名实体识别［５～８］和共指

消解［９～１２］．
命名实体识别方法主要包括基于规则方法和基于

统计机器学习方法，已有研究中采用的统计模型主要

包括隐马尔科夫模型（ＨＭＭ）、条件马尔科夫模型
（ＣＭＭ）和条件随机场（ＣＲＦｓ）等［１３～１５］，此类方法抽取

效果非常依赖于人工特征建模工作和外部知识库质

量．近来开始将多种神经网络应用于命名实体识别研
究，将命名实体识别任务视为序列标记任务．Ｃｏｌｌｏｂｅｒｔ
等在词表示基础上使用 ＣＮＮ和 ＣＲＦ进行命名实体识
别工作［１６］；Ｃｈｉｕ等［１７］提出了一种ＬＳＴＭ和 ＣＮＮ联合网
络实现命名实体识别，采用 ＣＮＮ完成构成词的字符表
示学习，采用双向 ＬＳＴＭ学习每个词前后向上下文信
息，采用一个线性输出层和一个逻辑函数层进行实体

标签推测；Ｈｕａｎｇ等［３］提出采用双向 ＬＳＴＭ进行编码和
ＣＲＦ解码的命名实体识别模型，取得了较好效果．以上
模型均采用双向ＬＳＴＭ作为编码模型，解码方式采用不
同网络模型．

基于机器学习的共指消解研究已经有较长历

史［１８］，共指消解的特征学习问题一直是研究重点，先后

出现了自动生成解析树结合人工建模方法［１９］、词法特

征学习［２０］等方法，近年来神经网络模型应用［２１］取得了

较好的效果．已有研究中大多集中于 ｍｅｎｔｉｏｎ对之间关
系学习，学习目标主要限定于 ｍｅｎｔｉｏｎ特征，最新研究
主要包括扩展学习文本范围和文本特征结合等方向．
文献［４］探索了基于 ｓｐａｎｅｍｂｅｄｄｉｎｇ端到端深层网络共
指消解模型；文献［２１］提出在 ｅｎｃｏｄｉｎｇ层之上结合相关
特征信息建立 ｍｅｎｔｉｏｎｐａｉｒ分布式表示及其共指评分，
通过全部共指评分的条件概率分布获取最优的共指关

系，提高共指消解能力．
联合模型的研究在统计机器学习时代已经出现，

文献［２２］基于ＤｙｎａｍｉｃＣＲＦｓ建立联合模型用于同时进
行词性标注和词块分析等多项序列标记任务，支持多

项任务间共享信息和近似推理，取得了较线性链 ＣＲＦｓ
更高的词性标注精度；Ｆｉｎｋｅｌ等［２３］提出了语法解析和

实体标注联合模型，解决了两项任务的一致性问题，同

时联合模型可以支持使用一项任务信息提高其他任务

表现；Ｓｉｌ等［２４］研究了命名实体识别和链接联合模型，

命名实体识别方法与Ｆｒｅｅｂａｓｅ知识库结合，将实体间链
接依赖性与实体边界联合判断，取得了较好结果．文献
［２５］提出ＬａＳＯ模型，将全局特征融入基于检索的共指
消解预测方法，探索了命名实体识别与共指消解联合

模型方法，降低了实体解析错误的级联扩散问题．

３　联合模型
　　为了有效提高共指消解精度，本文提出一种基于
混合神经网络的命名实体识别与共指消解联合模型，

如图１所示．联合网络模型的第一层是命名实体识别和
共指消解共用的基于双向ＬＳＴＭ的编码层，之上包括两
个输出通道将编码层分别连接到命名实体识别模块和

共指消解模块．命名实体识别模块采用ＬＳＴＭ网络进行
解码，共指消解模块通过 ＦｅｅｄＦｏｒｗａｒｄＮｅｕｒａｌＮｅｔｗｏｒｋ
（ＦＦＮＮ）网络实现．
３．１　基于双向ＬＳＴＭ网络编码层

编码层由词表示层、ｆｏｒｗａｒｄＬＳＴＭ层、ｂａｃｋｗａｒｄ
ＬＳＴＭ层和连接层组成．词表示层生成词向量表示，词
序列可表示为Ｘ＝｛ｘ１，…，ｘｔ，ｘｔ＋１，…，ｘｎ｝，ｘｔ∈ＲＲ

ｄ为句

子中第ｔ个词的ｄ维词向量表示．在词表示层之上是两
个平行的 ＬＳＴＭ 层：ｆｏｒｗａｒｄＬＳＴＭ ｌａｙｅｒ和 ｂａｃｋｗａｒｄ
ＬＳＴＭｌａｙｅｒ．对应每个词 ｘｔ，考虑词的上下文，ｆｏｒｗａｒｄ
ＬＳＴＭｌａｙｅｒ从 ｘ１到 ｘｎ对 ｘｔ进行编码，标记为 珖ｈｔ，ｂａｃｋ
ｗａｒｄＬＳＴＭｌａｙｅｒ从ｘｎ到ｘ１对ｘｔ进行编码，标记为珗ｈｔ．

ＬＳＴＭ由一系列循环连接的子网络组成，这些子网
络称为存储块，ｆｏｒｗａｒｄ隐层和 ｂａｃｋｗａｒｄ隐层中的每个
时刻的状态都可以表示为一个存储块．每个存储块包

３４４
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括一个或者多个自连接的判断信息有用与否的存储单

元和３个门控单元提供对存储单元进行写入、读取和重
置类似的操作，３个门控单元包括输入门、输出门和遗
忘门．在每个时刻的ＬＳＴＭ存储块都基于前一个时刻隐

层向量ｈｔ－１、前一个时刻存储单元向量ｃｔ－１和当前时刻输

入的词表示ｘｔ，分别可以声明为珗ｈｔ＝ｌｓｔｍ（ｈ
→
ｔ－１，ｃ

→
ｔ－１，ｘｔ）

和ｈ←ｔ＝ｌｓｔｍ（ｈ
←
ｔ＋１，ｃ

←
ｔ＋１，ｘｔ）．ｌｓｔｍ功能详细实现如下所示：

ｉｔ＝σ（ｗｘｉｘｔ＋ｗｈｉｈｔ－１＋ｗｃｉｃｔ－１＋ｂｉ）
ｆｔ＝σ（ｗｘｆｘｔ＋ｗｈｆｈｔ－１＋ｗｃｆｃｔ－１＋ｂｆ）
ｚｔ＝ｔａｎｈ（ｗｘｃｘｔ＋ｗｈｃｈｔ－１＋ｂｃ）
ｃｔ＝ｆｔｃｔ－１＋ｉｔｚｔ
ｏｔ＝σ（ｗｘｏｘｔ＋ｗｈｏｈｔ－１＋ｗｃｏｃｔ＋ｂ０）
ｈｔ＝ｏｔｔａｎｈ（ｃｔ）

ｉ、ｆ和Ｏ分别表示输入门、遗忘门和输出门，ｂ表示偏置
单元，ｃ表示存储单元．σ和 ｔａｎｈ分别为 ｓｉｇｍｏｉｄ和 ｔａｎｈ
激活函数．

将珗ｈｔ和珖ｈｔ拼接后形成第 ｔ个词的编码表示，可以
声明为ｈｔ＝［珗ｈｔ，珖ｈｔ］．
３．２　命名实体识别模型

命名实体识别为待识别文本中的每个词分配一个

实体标签，实体标签针对实体类别结合编码体系进行

定义，每个标签既包含实体类别信息，也包含词在实体

中的位置信息，采用ＬＳＴＭ网络直接对每个词的标签分
配过程进行建模．

在为一个词ｔ指定实体标签的过程中，命名实体识
别解码层的输入信息包括：获取自编码层的合并后的

词向量ｈｔ、前一时刻的标签预测向量 Ｔｔ－１、ＬＳＴＭ模型
的前一时刻隐层向量Ｓｔ－１，每个ＬＳＴＭ单元与解码层的
ＬＳＴＭ单元基本一致，只有输入门的输入信息有变化，
输入门改写如下：

ｉｔ＝σ（ｗｈｉｈｔ＋ｗｓｉｓｔ－１＋ｗｔｉＴｔ－１＋ｂｉ）
ｗｈｉ、ｗｓｉ、ｗｔｉ为ＬＳＴＭ单元对应输入信息权重变量，σ为
ｓｉｇｍｏｉｄ激活函数．

标记预测向量Ｔ由隐层状态Ｓ转换得到：
Ｔｔ＝ＷｔｓＳｔ＋ｂｔｓ

　　最后，在全连接层，依据标签预测向量 Ｔｔ计算实体
标签概率：

ｙｔ＝ＷｙＴｔ＋ｂｙ

Ｐｉｔ＝
Ｅｘｐ（ｙｉｔ）

∑
ｎｔ

ｊ＝１
Ｅｘｐ（ｙｊｔ）

此处Ｗｙ为全连接层（ｓｏｆｔｍａｘ层）的权重矩阵，ｎｔ是标签
总数．鉴于标签预测向量 Ｔ可以视为标签的 ｅｍｂｅｄ
ｄｉｎｇ，ＬＳＴＭ可学习到标签的远距离依赖性，该模型通过
实体标签分配建模，实现命名实体识别过程建模．
３．３　共指消解模型

共指消解模型由 ｍｅｎｔｉｏｎｐａｉｒ编码系统和 ｍｅｎｔｉｏｎ
ｒａｎｋｉｎｇ模型组成，ｍｅｎｔｉｏｎｐａｉｒ编码系统通过 ＦＦＮＮ网
络模型处理相关输入，生成ｍｅｎｔｉｏｎｐａｉｒ的分布式表示，
ｍｅｎｔｉｏｎｒａｎｋｉｎｇ模型处理 ｍｅｎｔｉｏｎｐａｉｒ分布式表示，生
成ｍｅｎｔｉｏｎｐａｉｒ评分，通过对所有ｍｅｎｔｉｏｎｐａｉｒ评分的条
件概率分布获取最优共指关系．
３．３．１　ｍｅｎｔｉｏｎｐａｉｒ编码系统

ｍｅｎｔｉｏｎｐａｉｒ编码系统通过 ＦＦＮＮ网络模型对
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ｍｅｎｔｉｏｎｍ和候选指代词 ａ生成 ｍｅｎｔｉｏｎｐａｉｒ的分布式
表示ｒｍ（ａ，ｍ）∈ＲＲ

ｄ．主要包括输入层和隐层两部分．
（１）输入层
输入层主要将 ｍｅｎｔｉｏｎ包含的不同词及多个词信

息输入ＦＦＮＮ网络，每个词通过一个向量表示，用多个
词的向量平均值来表示ｍｅｎｔｉｏｎ，另外包括ｍｅｎｔｉｏｎ在句
子中的距离、长度等特征以及ｍｅｎｔｉｏｎｐａｉｒ的二元特征．
距离和长度特征可分类为［０，１，２，３，４，５－７，８－１５，１６
－３１，３２－６３，６４＋］，可以包含到连续特征中，也可以
编码为１ｈｏｔ向量．考虑共指关系与整个文档及篇章上
下文信息相关，本文结合领域实际需求，通过 ＴＦＩＤＦ算
法提取文档及篇章主题作为输入特征，提高共指消解

精度．主要包含特征如表１．
表１　共指消解相关特征

特征类型 包含内容

ｅｍｂｅｄｄｉｎｇ
特征

包括ｍｅｎｔｉｏｎ的首词的 ｗｏｒｄｅｍｂｅｄｄｉｎｇ、末尾词的
ｗｏｒｄｅｍｂｅｄｄｉｎｇ、前词的 ｗｏｒｄｅｍｂｅｄｄｉｎｇ、后词的
ｗｏｒｄｅｍｂｅｄｄｉｎｇ

ｍｅｎｔｉｏｎ
附加特征

ｍｅｎｔｉｏｎ词性（代词、名词、专有名词等）、ｍｅｎｔｉｏｎ
位置信息（文档中的顺序位置）、是否嵌套、ｍｅｎ
ｔｉｏｎ中词的长度等

文档信息
包括文档的类型等，例如规划、报告、参考文献等

类型

距离特征
ｍｅｎｔｉｏｎ在句子中的距离、ｍｅｎｔｉｏｎｓ之间距离以及
ｍｅｎｔｉｏｎｓ是否存在重叠等特征信息

词匹配特征 ｍｅｎｔｉｏｎ所包含字符的匹配信息

语义特征 领域文本文档语义信息、及篇章语义信息

　　将以上特征向量全部拼接在一起形成Ｉ维向量ｈ０，
作为ｍｅｎｔｉｏｎｐａｉｒ表示学习神经网络的输入：
ｈ０（ａ，ｍ）＝ＦＦＮＮ（［ｘ


ａ，ａ，ｘ


ｍ，ｍ，（ａ，ｍ）］）

其中ｘａ 为指代词ａ的ｗｏｒｄｅｍｂｅｄｄｉｎｇ，ａ为指代词ａ的
特征向量，ｘｍ 为 ｍｅｎｔｉｏｎｍ的 ｗｏｒｄｅｍｂｅｄｄｉｎｇ，ｍ 为
ｍｅｎｔｉｏｎｍ的特征向量，（ａ，ｍ）为 ｍｅｎｔｉｏｎｐａｉｒ的特征
向量．

（２）隐层
输入层合并形成的输入信息通过３层ｓｉｇｍｏｉｄ单元

隐层处理，所有隐层单元与前一层之间是全连接结构：

ｈｉ（ａ，ｍ）＝δ（Ｗｉｈｉ－１（ａ，ｍ）＋ｂｉ）
Ｗ１是Ｍ１×Ｉ权重矩阵，Ｗ２是 Ｍ２×Ｍ１权重矩阵，Ｗ３是 ｄ
×Ｍ２权重矩阵．最后一个隐层的输出就是 ｍｅｎｔｉｏｎｐａｉｒ
的向量表示：

ｒｍ（ａ，ｍ）＝ｈ３（ａ，ｍ）
（３）篇章主题特征提取
通过与已指定主题的篇章文本进行相似度计算，

为领域文本指定篇章主题．初始篇章主题通过领域文
本中具有明确篇章标题包含的特征主题词采用算法处

理结合人工验证方法指定．篇章相似度计算采用 ＴＦ
ＩＤＦ算法［２３］和余弦相似度算法．

词频ｔｆ指的是特征项在所有文档中出现的频率，
计算公式为：

ｔｆｉ＝
ｎｉ

∑
ｍ

ｋ＝１
ｎｋ

其中，ｎｉ是词ｔｉ在所有文档和篇章中出现的次数，∑
ｍ

ｋ＝１
ｎｋ

是所有文档和篇章中所有词数量的和．
逆向文件频率 ｉｄｆ是对一个词的普遍重要性的度

量，计算公式为：

ｉｄｆｉ＝ｌｏｇ
Ｎ
ｎｉ
＋０．０( )１

ｗｉｊ定义为ＴＦＩＤＦ因子，计算公式为：

ｗｉｊ＝
ｔｆｉ×ｌｏｇ

Ｎ
ｎｉ
＋０．０( )１

∑
Ｎ

ｉ＝１
ｔｆ２ｉ×ｌｏｇ

Ｎ
ｎｉ
＋０．０( )１槡

２

篇章相似度余弦距离计算公式为：

ｓｉｍ（ｄ１，ｄ２）＝
∑
ｎ

ｋ＝１
ｗｋｉｗｋｊ

∑
ｎ

ｋ＝１
ｗ２ｋ槡 ｉ ∑

ｎ

ｋ＝１
ｗ２ｋ槡 ｊ

　　　　　　　０≤ｓｉｍ（ｄ１，ｄ２）≤１
３．３．２　ｍｅｎｔｉｏｎｒａｎｋｉｎｇ模型

ｍｅｎｔｉｏｎｒａｎｋｉｎｇ模型为每个 ｍｅｎｔｉｏｎ指定一个评分
最高的备选实体．ｍｅｎｔｉｏｎｒａｎｋｉｎｇ模型为每个ｍｅｎｔｉｏｎｍ
和一个备选实体ａ生成评分 ｓｍ（ａ，ｍ）表示二者之间的
共指关系符合度．

ｓｍ（ａ，ｍ）＝Ｗｍｒｍａ，ｍ＋ｂｍ
此处Ｗｍ是一个１×ｄ的权重矩阵．

通过训练 ｍｅｎｔｉｏｎｒａｎｋｉｎｇ模型，将每个 ｍｅｎｔｉｏｎ与
其共指符合度评分最高的指代实体建立连接．

Ｄ表示要处理的目标文档，其中包含的 ｍｅｎｔｉｏｎ数
量为Ｎ，为每个ｍｅｎｔｉｏｎｍ指定一个指代词 ｙｍ，则 ｙｍ的
所有指派方式集合为 Ｙ（ｍ）＝｛ε，１，…，ｍ－１｝，ε表示

５４４
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虚拟的指代词，适用于当 ｍｅｎｔｉｏｎ不是一个实体或者
ｍｅｎｔｉｏｎ不存在指代词的情况．

考虑ｍ为文档中第一个实体的情况，即 ｍ之前无
指代实体，ｍｅｎｔｉｏｎｍ和备选实体 ａ的符合度评分 ｓ（ａ，
ｍ）可以表示为：

ｓ（ａ，ｍ）＝
０， ａ＝ε
ｓｍ（ａ，ｍ）， ａ≠{ ε

通过条件概率分布的最优配置得到实体与指代实

体共指关系概率ＰＣＲ，用如下多项式表示：

ＰＣＲ ＝Ｐ（ｙ１，…，ｙＮ｜Ｄ）＝∏
Ｎ

ｉ＝１
Ｐ（ｙｉ｜Ｄ）

＝∏
Ｎ

ｉ＝１

Ｅｘｐ（ｓ（ｉ，ｙｉ））

∑
ｙ′Ｙ（ｉ）
Ｅｘｐ（ｓ（ｉ，ｙ′））

其中ｓ（ｉ，ｙｉ）表示 ｍｅｎｔｉｏｎｉ与指代词 ｙｉ的共指消解评
分，即ｓ（ａ，ｍ）．

４　训练方法与实验结果

４．１　训练方法
模型训练目标是使联合模型在训练集上达到对数

似然函数最大化．在命名实体识别训练中，采用 ＲＭ
Ｓｐｒｏｐ［２６］作为目标函数．

Ｌｎｅｒ＝ｍａｘ∑
｜Ｄ｜

ｊ＝１
∑
Ｌｊ

ｔ＝１
ｌｏｇ（Ｐ（ｊ）ｔ ＝ｙ

（ｊ）
ｔ ｜Ｘｊ，Θｎｅｒ）

其中｜Ｄ｜是数据集的大小，Ｌｊ是句子 Ｘｊ的长度，ｙ
（ｊ）
ｔ 是句

子中的词ｔ的标签，Ｐ（ｊ）ｔ 是实体标签概率．
在共指消解训练中，采用如下目标函数：

Ｌｃｒ＝ｍａｘ∑
｜Ｄ｜

ｊ＝１
ｌｏｇ（Ｐ（ｊ）ｃｒ ＝ｙ

（ｊ）
ｃｒ ｜Ｘｊ，Θｃｒ）

Ｐ（ｊ）ｃｒ为实体与指代实体的共指关系概率．
４．２　实验设置

实验基于我国规划领域文本数据集开展，测试指

标主要包括准确率、召回率和 Ｆ１测度值，此外实验了
深层神经网络不同超参数设置的实验结果．

（１）数据集

本文采用自主采集整理的规划领域文本库作为实验

数据集，包括我国十二五、十三五国家、省、市县３级总共
约１２０００部规划文本，约２１亿字；经过文本预处理、分词
处理、去停用词后，形成领域词库，进行训练集和测试集

标注．按照领域命名实体类别进行实体标注，主要包括地
域（ｒｅｇｉｏｎ）、领域（ｄｏｍａｉｎ）、战略（ｓｔｒａｔｅｇｙ）、设施（ｆａｃｉｌｉ
ｔｙ）、指标（ｉｎｄｅｘ）、工程（ｐｒｏｊｅｃｔ）、机构（ｏｒｇａｎｉｚａｔｉｏｎ）等８
类，采用ＢＩＯ编码方式标注．在完成命名实体识别后，采
用实体对标注的方式进行共指关系标注．训练集数据由
１００部规划组成，约５００万字，包括命名实体约５万个，共
指关系约１万个；测试数据由３０部规划组成，约１５０万
字，包括命名实体约１万个，共指关系约４０００个．

（２）指标
采用全匹配正确计数的方法．只有当一个实体的

识别结果与测试集标记完全相同，才记为正确识别，其

余情况皆认为错误识别．采用准确率（Ｐｒｅｃｉｓｉｏｎ，Ｐ）、召
回率（Ｒｅｃａｌｌ，Ｒ）以及 Ｆ１测度值（Ｆ１ｓｃｏｒｅ，Ｆ１）对命名
实体识别和共指消解进行测试统计．

（３）超参数
联合模型使用的超参数包括ｗｏｒｄｅｍｂｅｄｄｉｎｇ维数、

ｅｎｃｏｄｉｎｇ层隐层数量、ｄｅｃｏｄｉｎｇ层隐层数量、ＦＦＮＮ网络
层数和激活函数等．超参数信息见表２．

表２　超参数表

参数 参数描述 参数值

ｄ ｗｏｒｄｅｍｂｅｄｄｉｎｇ向量维数 ２００
ｎｅｎｄ ｅｎｃｏｄｉｎｇ、ｄｅｃｏｄｉｎｇ层隐层数量 ２００，１００
ｎｆ ＦＦＮＮ网络层数 ３

ＡｃｔｉＦｕｎ ＦＦＮＮ网络激活函数 ｓｉｇｍｏｉｄ

４．３　实验结果及分析
实验中，我们对不同超参数分别进行实验优化．超

参数初值设置如下：激活函数（ｓｉｇｍｏｉｄ），ｗｏｒｄｅｍｂｅｄ
ｄｉｎｇ向量维数（５０），隐层数量（［１００，５０］）（［ｅｎｃｏｄｉｎｇ
隐层数量，ｄｅｃｏｄｉｎｇ隐层数量］），ＦＦＮＮ网络层数（５）．
实验结果如表３～６所示．

表３　ｗｏｒｄｅｍｂｅｄｄｉｎｇ向量维数超参数实验结果对比

超参数 取值
命名实体识别 共指消解

准确率Ｐ 召回率Ｒ Ｆ１ 准确率Ｐ 召回率Ｒ Ｆ１

ｗｏｒｄｅｍｂｅｄｄｉｎｇ向量维数
５０ ５２．８３ ４６．４１ ４９．４１ ４８．７２ ４３．９９ ４６．２３
１００ ６８．３１ ５９．０８ ６３．３６ ５９．４５ ５０．４３ ５４．５７
２００ ７９．９２ ６８．４６ ７３．７５ ６４．１ ５９．７ ６１．８２

表４　隐层数量超参数实验结果对比

超参数 取值
命名实体识别 共指消解

准确率Ｐ 召回率Ｒ Ｆ１ 准确率Ｐ 召回率Ｒ Ｆ１

隐层数量［ｅｎｃｏｄｉｎｇ，ｄｅｃｏｄｉｎｇ］

［１００，５０］ ６３．５８ ４９．８１ ５５．８６ ５６．９２ ５１．２３ ５３．９３
［１００，１００］ ６８．３５ ５２．４３ ５９．３４ ６２．３１ ５６．６３ ５９．３３
［２００，１００］ ７９．９２ ６８．４６ ７３．７５ ６４．１ ５９．７ ６１．８２
［４００，２００］ ７３．３５ ６２．９２ ６７．７４ ６３．０７ ５４．６３ ５８．５５
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表５　ＦＦＮＮ网络层数超参数实验结果对比

超参数 取值
命名实体识别 共指消解

准确率Ｐ 召回率Ｒ Ｆ１ 准确率Ｐ 召回率Ｒ Ｆ１

ＦＦＮＮ网络层数
２ ７３．７１ ６３．１６ ６８．０３ ５８．１２ ５１．８３ ５４．８０
３ ７９．９２ ６８．４６ ７３．７５ ６４．１ ５９．７ ６１．８２
５ ７８．６５ ６６．９１ ７２．３１ ６２．４１ ５６．４８ ５９．３０

表６　激活函数超参数实验结果对比

超参数 取值
命名实体识别 共指消解

准确率Ｐ 召回率Ｒ Ｆ１ 准确率Ｐ 召回率Ｒ Ｆ１

激活函数

ｔａｎｈ ６９．５３ ６０．２８ ６４．５８ ５３．４６ ４８．２ ５０．６９
ｓｉｇｍｏｉｄ ７９．９２ ６８．４６ ７３．７５ ６４．１ ５９．７ ６１．８２
ＲｅＬＵ ７１．８４ ６１．７３ ６６．４０ ５５．６１ ５０．８３ ５３．１１

　　结果显示：激活函数为 ｓｉｇｍｏｉｄ，ｗｏｒｄｅｍｂｅｄｄｉｎｇ向
量维数为２００，隐层数量为［２００，１００］，ＦＦＮＮ网络层数
为３时，实验结果最优．

实验主要对比了命名实体识别和共指消解的几类

最新方法，包括 ＨＭＭ［１３］、ＢｉＬＳＴＭ＋ＣＲＦ［３］、Ｍｅｎｔｉｏｎ
Ｐａｉｒ［２１］、ＳｐａｎＳｃｏｒｅ［４］和 ＬａＳＯ模型［２５］．前４类方法分别
将统计方法和神经网络方法应用于命名实体识别和共指

消解任务，ＬａＳＯ模型为命名实体识别和共指消解联合模
型．上述方法基于领域数据集的实验结果如表７所示．

表７　不同方法实验结果对比

方法

命名实体识别 共指消解

准确率

Ｐ
召回率

Ｒ Ｆ１ 准确率

Ｐ
召回率

Ｒ Ｆ１

ＨＭＭ ７３．５６ ６２．４１ ６７．５３ － － －
ＢｉＬＳＴＭ＋ＣＲＦ ８１．４０ ７４．７０ ７７．９１ － － －
ＭｅｎｔｉｏｎＰａｉｒ － － － ５９．１０ ５０．６０ ５４．５２
ＳｐａｎＳｃｏｒｅ － － － ６１．２０ ５６．９０ ５８．９７
ＬａＳＯ ６３．６２ ５３．４６ ５８．１０ ５４．１０ ４７．７０ ５０．７０

本文联合模型 ７９．９２ ６８．４６ ７３．７５ ６４．１０ ５９．７０ ６１．８２

　　实验结果中，ＢｉＬＳＴＭ＋ＣＲＦ方法在命名实体识别
任务实验结果最好，本文联合模型在命名实体识别任

务中Ｆ１为７３７５，与ＢｉＬＳＴＭ＋ＣＲＦ方法表现优于其他
方法；在共指消解任务中 Ｆ１为６１８２，优于其他方法．
结果证明了基于深层神经网络的联合模型方法对命名

实体识别和共指消解联合任务有效．ＬａＳＯ方法用于领
域数据集结果稍差，分析原因在于其主要基于特征检

索，领域特征建模不足导致实验结果较差．实验结果也
佐证在处理大规模自然语言文本领域数据集且难于进

行深入特征建模时，统计机器学习方法和深度学习方

法表现优于传统的基于规则方法，在处理存在先后依

存关系的多个任务时，联合模型方法表现优于独立

模型．

５　结论
　　本文提出一种基于深层神经网络的联合模型，在
不依靠人工特征建模条件下提升了命名实体识别和共

指消解能力．对比其他深层神经网络，本方法考虑了实
体标签全局关联信息识别，并且实现了与实体多种特

征信息结合．为证明方法效果，本文基于领域大规模自
然语言文本数据集进行了相关实验，实验结果证明该

方法在命名实体识别任务中达到了当前最先进方法，

在共指消解任务中超过了已有方法．
后续研究中，我们将通过加强数据标注和超参数

调优等工作，进一步改善联合模型识别能力，并且在其

他领域数据集进行测试验证模型效能．
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